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TÓM TẮT 

Phương pháp phân lớp sử dụng máy vec-tơ hỗ trợ SVM (support vector machine) là một phương 
pháp nổi tiếng dựa trên việc cực đại hóa dải biên phân lớp (max margin classification) và việc lựa 
chọn các hàm nhân (kernel) phù hợp. Phương pháp này được sử dụng rộng rãi để giải quyết nhiều 
bài toán của tin sinh học do tính hiệu quả, độ chính xác cao, và khả năng xử lý đối với các bộ dữ liệu 
lớn. Trong bài viết này, chúng tôi giới thiệu những vấn đề cơ bản của kỹ thuật phân lớp sử dụng 
SVM, đồng thời giới thiệu một bộ công cụ phần mềm SVM cho bài toán phân lớp. Sau đó, trình bày 
một số thành công trong ứng dụng SVM cho một vài bài toán Tin sinh học, cụ thể là bài toán phát 
hiện vị trí cắt-nối (splice site detection) và bài toán phân lớp biểu hiện gene (gene expression 
classification).  

Từ khóa: Biểu hiện gene, ghép mảnh, máy vec-tơ hỗ trợ, phân lớp/dự báo, SVM, tin sinh học 

ABSTRACT 

Support vector machines (SVMs) are well-known method for solving classification problems 
based on the idea of margin maximization and kernel functions. SVMs are widely used in 
Bioinformatics due to their high accuracy, efficiency and a great ability to deal with complex datasets. 
In this paper, basic principles of SVMs learning for classification and a well-known SVM toolbox for 
the task are briefly introduced. Then, we present some significant successes of using SVM for solving 
Bioinformatics problems based on results of applying SVM for the problem of splice site detection 
and gene expression classification. 

Keywords: Bioinformatics, classification/prediction, gene expression, splice site support vector 
machine.  

1. ĐẶT  V ẤN ĐỀ 

Trong những thập kỷ gần đây, những 
nghiên cứu về gene và di truyền luôn được 
quan tâm sâu sắc. Những nghiên cứu này đã 
có những thành công nhất định, đồng thời 
cũng tạo ra một khối lượng lớn các dữ liệu đa 
dạng về gene sinh học. Các dữ liệu này nếu 
đơn giản chỉ để lưu giữ thì chỉ cần các hệ 

quản trị cơ sở dữ liệu. Tuy nhiên, để có thể 
khám phá và khai thác những thông tin quý 
giá tiềm tàng trong các dữ liệu này. Để hiểu 
về các hệ thống sinh học, thì ta phải cần đến 
các phương pháp tính toán phức tạp với các 
giải thuật tính toán chính xác và hiệu quả. 

Rất nhiều vấn đề quan trọng trong sinh 
học tính toán (Computational Biology) liên 
quan đến bài toán phân lớp (classification) 
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hay dự báo (prediction), như: dự báo vị trí 
cắt-nối (splice site prediction) để tìm kiếm 
gene, dự báo cấu trúc gene, chức năng của 
gene, sự tương tác, và vai trò của gene trong 
một số loại bệnh tật v.v. Một trong những kỹ 
thuật tính toán nổi tiếng cho bài toán phân 
lớp/dự báo cho độ chính xác cao và được sử 
dụng rộng rãi trong cộng đồng nghiên cứu 
tin sinh học trong những năm gần đây là kỹ 
thuật phân lớp sử dụng máy vec-tơ hỗ trợ 
SV M  (suppor t  vector  machine). T rong bài 
viết này, chúng tôi sẽ giới thiệu những vấn 
đề cơ bản của lý thuyết học máy (machine 
learning) cho bài toán phân lớp sử dụng 
SVM, đồng thời giới thiệu bộ công cụ phần 
mềm LibSVM trên nền Matlab cho bài toán 
phân lớp. Sau đó chúng tôi sẽ tìm hiểu, tổng 
hợp và giới thiệu về một số thành công trong 
ứng dụng SVM giải quyết một số bài toán  t in  
sinh học, cụ thể là bài toán phát hiện vị trí 
cắt-nối (splice site detection) và bài toán 
phân lớp biểu hiện gene (gene expression 
classificat ion).  

2. PHƯƠNG PHÁP NGHIÊN CỨU  

Đây là một bài phân tích, tổng hợp nhằm 
tìm hiểu và giới thiệu công cụ phần mềm máy 
tính, gồm giải thuật và công cụ phần mềm, 
ứng dụng trong sinh học tính toán. Các tài 
liệu thứ cấp được sử dụng để nghiên cứu về cơ 
sở lý thuyết của phương pháp phân lớp máy 
vec-tơ hỗ trợ SVM. Với bộ công cụ phần mềm 
SVM, dựa trên các tài liệu gốc về cài đặt và 
hướng dẫn sử dụng; các thử nghiệm được làm 
trực tiếp với công cụ phần mềm trên nền hệ 
điều hành Windows với các bộ dữ liệu và các 
tham số được thiết lập khác nhau. Các nghiên 
cứu ứng dụng SVM cho các bài toán tin sinh 
học được nghiên cứu, tổng hợp từ nhiều bài 
viết, các nghiên cứu và thí nghiệm từ nhiều 
nguồn khác nhau.  

3. M Á Y  V E C -TƠ HỖ T R Ợ SV M  
3.1. Bài toán phân lớp  

Phân lớp (classification) là một tiến trình 
xử lý nhằm xếp các mẫu dữ liệu hay các đối 
tượng vào một trong các lớp đã được định 
nghĩa trước. Các mẫu dữ liệu hay các đối tượng 
được xếp vào các lớp dựa vào giá trị của các 
thuộc tính (attributes) cho một mẫu dữ liệu 
hay đối tượng. Sau khi đã xếp tất cả các đối 
tượng đã biết trước vào các lớp tương ứng thì 
mỗi lớp được đặc trưng bởi tập các thuộc tính 
của các đối tượng chứa trong lớp đó.  

Quá trình phân lớp còn được gọi là quá 
trình gán nhãn cho các tập dữ liệu. Nhiệm vụ 
của bài toán phân lớp dữ liệu là cần xây dựng 
mô hình (bộ) phân lớp để khi có một dữ liệu 
mới vào thì mô hình phân lớp sẽ cho biết dữ 
liệu đó thuộc lớp nào. Có nhiều cách để biểu 
diễn một mô hình phân lớp và có rất nhiều 
thuật toán giải quyết nó. Các thuật toán phân 
lớp tiêu biểu bao gồm như mạng neural, cây 
quyết định, suy luận quy nạp, mạng Beyesian, 
Support V ector Machine (SVM),… Trong các kỹ 
thuật đó, SVM được coi là công cụ mạnh, phổ 
biến và đặc biệt thích hợp cho phân lớp dữ liệu 
lớn và nhiều chiều.  

3.2. SVM cho bài toán phân lớp tuyến tính  
H ình thức đơn giản của việc phân lớp là 

phân lớp nhị phân: phân biệt giữa các đối 
tượng thuộc về một trong hai lớp: dương (+1) 
hoặc âm (-1). SVMs sử dụng hai khái niệm 
để giải quyết vấn đề này: phân lớp biên rộng 
và hàm kernel. Ý tưởng của phân lớp biên  
rộng có thể được minh họa bởi sự phân lớp 
của các điểm trong không gian hai chiều 
(Hình 1). Một cách đơn giản để phân lớp các 
điểm này là sử dụng một đường thẳng để 
phân tách các điểm nằm ở một bên là dương 
và các điểm bên kia là âm. Nếu có hai đường 
thẳng phân chia tốt thì ta có thể phân tách 
khá xa hai tập dữ liệu (Hình 1 và 2). Đây là 
ý tưởng về sự phân chia biên rộng.  
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Hình 1. Một đường thẳng tuyến tính phân 
chia 2 lớp điểm (hình vuông và hình tròn) 

trong không gian hai chiều. Ranh giới quyết 
định chia không gian thành hai tập tùy thuộc 

vào dấu của hàm f (x) = <w, x> + b.  

Hình 2. Độ rộng biên lớn nhất được tính toán bởi 
một SVMs tuyến tính. Khu vực giữa hai đường 

mảnh xác định miền biên với -1 ≤ <w, x> + b ≤ 1. 
Những điểm sáng hơn với chấm đen ở giữa gọi là 
các điểm support vectors, đó là những điểm gần 

biên quyết định nhất. Ở đây, có ba support vectors 
trên các cạnh của vùng biên (f(x) = -1 hoặc f (x)=1). 

 

Trong phần này, ý tưởng về phân lớp 
tuyến tính sử dụng SVM được giới thiệu. Các 
dữ liệu bao gồm các đối tượng có nhãn là một 
trong hai nhãn. Để thuận tiện, giả định rằng 
các nhãn +1 (dương) và -1 (âm). Lấy x biểu 
thị một vector với M phần tử xj, (j = 1,. .. , M ) 
tức là một điểm trong một không gian  vector  
M -chiều. Các xi ký hiệu biểu thị vector thứ i 

trong một tập dữ liệu ( ){ }n

i i i 1
yx

=

, trong đó yi 

là nhãn  liên  quan  xi. Các đối tượng xi được 
gọi là đặc tính đầu vào. 

Một khái niệm quan trọng cần thiết để 
xác định một phân lớp tuyến tính  là t ích  vô 
hướng giữa hai vectơ å

=

=ñá
M

j
jj xwxw

1

, , còn được 

gọi là t ích  trong. Phân lớp tuyến tính được 
dựa trên một hàm tuyến tính dạng:  

bxwxf +ñá= ,)(  

1) 
H àm f(x) là hàm của đầu vào x, f(x) được 

sử dụng để quyết định làm thế nào để phân 
lớp x. V ector  w được gọi là vector trọng số, và 
b được gọi là độ dịch. T r ong không gian  2 
chiều các điểm ứng với phương trình <w, x> 
= 0 tương ứng với một đường qua gốc tọa độ, 
t rong không gian 3 chiều thì nó là một mặt 
phẳng qua gốc tọa độ. Biến b sẽ dịch chuyển 
mặt phẳng đi một lượng so với mặt phẳng 
qua gốc tọa độ. Mặt phẳng phân  ch ia không 
gian thành hai không gian theo dấu của f(x), 
nếu f(x)> 0 th ì quyết định cho một lớp dương 
lớp kia là âm. Ranh giới giữa các vùng được 
phân lớp là dương và âm được gọi là ranh 
giới quyết định của các phân lớp. Ranh giới 
quyết định được xác định bởi một mặt phẳng 
(phương trình (1)) được cho là được tuyến 
tính bởi vì nó là tuyến tính đầu vào. Phân 
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lớp với một ranh giới quyết định tuyến tính 
được gọi là phân lớp tuyến t ính .  

Với bất kỳ một tập dữ liệu khả tách 
tuyến tính có tồn tại một mặt phẳng ph ân  
lớp tất cả các điểm dữ liệu. Có nhiều mặt 
phẳng như vậy nhưng phải lựa chọn mặt 
phẳng nào để đảm bảo thời gian huấn 
luyện ngắn và phân lớp một cách chính 
xác. Thực tế quan sát cũng như lý thuyết 
học thống kê (Vapnik, 1999) cho thấy rằng 
phân lớp siêu phẳng sẽ làm việc tốt hơn 
nếu siêu phẳng tách biệt ch ín h  xác với một 
biên độ lớn. Ở đây, biên của một phân lớp 
tuyến tính được định nghĩa là khoảng cách 
gần nhất để quyết định ranh giới, như thể 
hiện trong hình 2. Có thể điều chỉnh b để 
siêu phẳng phân tách các điểm tương ứng. 
H ơn nữa nếu ch o phương trình (1) các giá 
trị ± 1, t h ì biên độ sẽ là 1 / ||w|| (t r on g 
đó ||w|| là độ dài của vec tơ w) còn được 
gọi là chuẩn, được tính là ><  ww, . 

SVM biên cứng 
SV M  biên cứng được áp dụng đối với dữ 

liệu khả tách tuyến tính và nó cho kết quả 
phân lớp một cách chính xác với tất cả các dữ 
liệu dạng này (Hình 2). Để tính toán w và b 
tương ứng với các biên  cực đại, ta phải giải 
quyết bài toán tối ưu sau đây: 

bw,

minimize
 2||||

2
1

w , với ràng 

buộc: ,1),( ³+ñá bxwy ii  i = 1,.....,n , 
2) 

Các ràng buộc là để đảm bảo sự phân 
lớp chính xác, và cực tiểu | | w| | 2, tương 
đương với biên  cực đại. Đây là bài toán tối ưu 
bậc hai, trong đó nghiệm tối ưu (w, b) thỏa 
mãn các ràng buộc yi(<w,xi>+b) ≥ 1, với w 
càng nhỏ càng tốt. B ài toán  tối ưu hóa này có 
thể được giải bằng cách sử dụng các công cụ 
tiêu chuẩn từ tối ưu hóa lồi (Boyd và 
V andenberghe, 2004). 

Biên mềm với C=200 

 A  100% 

 

 0%     100% 

GC Content After ‘AG’  

Biên mềm với C=2 

 B  100% 

 

0%   100% 

GC Content After ‘AG’  

Hình 3. Ảnh hưởng của hằng số biên mềm C trên ranh giới quyết định.  

Dữ liệu có thể được thay đổi bằng cách di chuyển điểm bóng mờ màu xám đến một vị trí mới theo mũi tên,  
điều đó làm giảm biên đáng kể mà một SVM biên cứng khó có thể phân tách dữ liệu. Hình bên trái, biên quyết định 

cho một SVM với một giá trị rất cao của C mà bắt chước hành vi của SVM biên cứng và do đó dẫn tới lỗi huấn 
luyện. Một giá trị C nhỏ hơn (bên phải) cho phép bỏ qua điểm gần ranh giới, và làm tăng biên. Ranh giới quyết 
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định giữa các điểm dương và các điểm âm được thể hiện bằng dòng đậm.  
Các dòng nhạt hơn là biên độ (giá trị bằng -1 hoặc +1). 

SVM biên mềm  
Trong thực tế, dữ liệu thường không 

phân chia tuyến tính (H ình  3). Kết quả lý 
thuyết và thực nghiệm cho thấy với biên lớn 
hơn thì SVM biên mềm sẽ cho hiệu quả tốt 
hơn so với SVM biên cứng. Để chấp nhận 
một số lỗi, người ta thay thế các ràng buộc 
dạng bất đẳng thức (2) với  
yi (<w, xi> + b) ≥ 1 - ξi, i = 1,…, n, trong đó ξi ≥ 
0 là các biến phụ không âm. å

=

n

i

C
1

i
x  được 

thêm vào hàm tối ưu hóa: 

bw,

minimize
 å

=

+
n

i
iCw

1

2||||
2
1 x , với 

ràng buộc: ,1),( iii bxwy x-³+ñá  

0³ix  

3) 

H ằng số C> 0 thiết lập mức độ quan 
trọng của việc cực đại biên  và giảm số lượng 
biến phụ ξi. Công thức này được gọi là SVM 
biên mềm (C or tes và V apnik, 1995). 

Ảnh hưởng của sự lựa chọn C được minh 
họa trong hình 3. Với một giá trị C lớn (minh 
họa hình 3A), hai điểm gần siêu phẳng nhất bị 
ảnh hưởng lớn hơn các điểm dữ liệu khác. Khi 
C giảm (Hình 3B), những điểm chuyển động 
bên trong lề, và hướng của siêu phẳng được 
thay đổi, dẫn đến một biên lớn hơn cho dữ liệu. 
Lưu ý rằng giá trị của C không có ý nghĩa trực 

tiếp, và có một công thức của SVMs trong đó 
sử dụng một tham số trực quan hơn 0 <ν ≤ 1. 
T ham số ν kiểm soát các véctơ hỗ trợ, và lỗi 
biên (Schölkopf và Smola, 2002), và (Shawe và 
C rist ianini, 2004). 

3.3. SVM cho phân lớp phi tuyến  
Trong nhiều ứng dụng, một bộ phân lớp 

ph i tuyến có độ chính xác cao hơn. Tuy 
nhiên, phân lớp tuyến tính có một lợi thế đó 
là các thuật toán đơn giản (B ishop, 2007; 
Hastie & cs 2001). Điều này đặt ra câu hỏi có 
cách  phân lớp tuyến tính nào có thể mở rộng 
cho phi tuyến không? Hơn nữa, chúng ta có 
thể xử lý dữ liệu có thể không được biểu diễn 
trong không gian vectơ, như trong lĩnh vực 
sinh học. 

Có một cách đơn giản chuyển phân lớp 
tuyến tính sang phi tuyến hoặc sử dụng cho 
phân lớp dữ liệu không biểu diễn dưới dạng 
vectơ. Đó là ánh xạ dữ liệu cho một không 
gian vector nào đó, mà chúng ta sẽ đề cập 
đến như là không gian đặc trưng, bằng cách 
sử dụng hàm f. H àm đó là:  

bxwxf +ñá= )(,)( f  
4) 

 

Kernel tuyến tính 

A  100% 

 

0%  100% 
 

Kernel đa thức với d=2 

B  100% 

 

0%  100% 

G C  C ontent  After ‘AG’  

Kernel đa thức với d=5 

C  100% 

 

 0%  100% 
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Hình 4. Mức độ tác động của kernel đa thức. Kernel đa thức dẫn đến một sự phân tách tuyến tính 
(A). Kernel đa thức cho phép một ranh giới quyết định linh hoạt hơn (B - C).  

Lưu ý rằng f(x) là tuyến tính  t rong 
không gian  đặc trưng được định nghĩa bởi 
ánh xạ f, nhưng khi nhìn trong không gian 
đầu vào ban đầu nó là một hàm số phi tuyến 
x nếu f(x) là một hàm phi tuyến. Ví dụ đơn 
giản nhất của ánh xạ là xem xét tất cả các 
t ích  của các cặp (liên quan đến kernel đa 
thức). Kết quả là một một bộ phân loại có 
dạng hàm phân tách bậc hai. Cách tiếp cận 
tính toán trực tiếp các đặc trưng phi tuyến 
này khó mở rộng cho số lượng đầu vào lớn. 

Chiều của không gian đặc trưng liên  
quan kích thước của không gian đầu vào. 
Nếu chúng ta sử dụng đơn thức bậc d cao 
hơn 2, số chiều sẽ lũy thừa theo d, kết quả là 
tăng sử dụng bộ nhớ và thời gian cần thiết 
để tính toán các hàm phân tách. Nếu dữ liệu 
nhiều chiều, chẳng hạn như trong trường 
hợp dữ liệu biểu hiện gen, thì rất phức tạp. 
Phương pháp kernel tránh điều phức tạp này 
bằng cách ánh xạ dữ liệu tới không gian đặc 
trưng nhiều chiều. 

Chúng ta đã thấy ở trên là các vector 
trọng số của một mặt phẳng phân tách với 
biên độ lớn có thể được biểu diễn như một tổ 
hợp tuyến tính của các điểm huấn luyện, tức 
là å=

=
n

i iii xyw
1
a . Điều này cũng đúng cho 

một lớp lớn của các thuật giải tuyến tính. 
Hàm phân tách trở thành: 

bxxyxf ii

n

i
i +ñá= å

=

)(),()(
1

ffa  (5) 

Việc biểu diễn dưới dạng biến αi được 
gọi là dạng đối ngẫu (dual), đại diện hai 
hàm đặc biệt phụ thuộc vào các dữ liệu chỉ 
thông qua các tích vô hướng trong không 
gian. Các quan sát tương tự cũng đúng 
cho bài toán tối ưu hóa đối ngẫu (phương 
trình (4)) khi thay thế xi với f(xi).  

Nếu hàm kernel k(x, x’) được định nghĩa là: 

ñá= )(),(),( '' xxxxk ff  (6) 

Hàm này có thể được tính toán một cách 
hiệu quả. Dạng đối ngẫu cho phép giải quyết 
vấn đề mà không cần thực hiện ánh xạ f vào 
một không gian có nhiều chiều. Các vấn đề 
tiếp theo là xác định các độ đo tương tự (hàm 
kernel) có thể được tính một cách hiệu quả. 

Kernel cho các dữ liệu thực 
Dữ liệu thực là dữ liệu mà các mẫu là các 

vector có số chiều xác định. Đây là dạng dữ 
liệu phổ biến trong tin sinh học và nhiều lĩnh 
vực khác. Một vài ví dụ về áp dụng SVM xử lý 
dữ liệu thực bao gồm dự đoán trạng thái của 
bệnh từ dữ liệu vi mảng (Guyon I & cs, 2002), 
và dự đoán chức năng protein từ một tập các 
tính năng bao gồm thành phần acid amin và 
các thuộc tính khác nhau của các axit amin 
trong protein  (C ai &  cs., 2003). 

Hai hàm kernel phổ biến nhất được sử 
dụng cho các dữ liệu thực là đa thức kernel và 
Gaussian kernel. Bậc d của đa thức kernel 
được định nghĩa là: 

dpolynomial
kd kxxxxk )),(),( ''

, +ñá=  (7) 

κ là thường được chọn là 0 (đồng nhất) 
hoặc 1 (không đồng nhất). Không gian đặc 
trưng cho các hàm kernel không đồng nhất 
bao gồm tất cả các đơn thức bậc nhỏ hơn d 
(Schölkopf và Smola, 2002). Nhưng, thời 
gian tính toán của nó là tuyến tính với số 
chiều của không gian đầu vào. Kernel với d = 
1 và κ = 0, biểu hiện bằng klinear, là kernel 
tuyến tính dẫn đến một hàm phân tách 
tuyến tính . 

Bậc của kernel đa thức kiểm soát sự 
linh hoạt của bộ phân lớp (hình 4). Đa thức 
bậc thấp nhất là kernel tuyến tính. Hàm 
kernel này không đủ tốt nếu không gian 
đặc trưng là phi tuyến. Đối với các dữ liệu 
trong hình 4 ở đa thức bậc 2 đã đủ linh 
hoạt để phân biệt giữa hai lớp với một biên 
tốt. Đa thức bậc 5 định lượng một ranh giới 
quyết định tương tự, với độ cong lớn hơn. 
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Quá trình chuẩn hóa có thể giúp cải thiện 
hiệu suất và ổn định d. 

Kernel thứ hai được sử dụng rộng rãi là 
Gaussian kernel được xác định bởi: 

2'' ||||
1

exp(),( xxxxk Gaussian --=
ss  

(8) 

G aussian  K ernel Sigma =20 

100% 

 

0%  100% 
A 

G aussian  K ernel Sigma = 1 

100% 

 

0%  100% 

B  

G aussian  K ernel Sigma = 0.05 

100% 

 

0%  100% 
C  

Hình 5. Ảnh hưởng của số chiều Gaussian kernel (σ) cho một giá trị cố định của các hằng số biên 
mềm. Đối với giá trị của σ (A) lớn quyết định ranh giới là gần như tuyến tính. Khi giảm σ tính linh 

hoạt của ranh giới quyết định tăng (B). Giá trị σ nhỏ dẫn đến học quá (overfitting) (C) 

Trong đó σ > 0 là một tham số điều khiển 
độ rộng của Gaussian. Nó đóng một vai trò 
tương tự như bậc của kernel đa thức trong việc 
kiểm soát sự linh hoạt của bộ phân lớp (hình 
4-5). Gaussian kernel cơ bản là bằng không 
nếu khoảng cách bình phương 'xx - 2 là lớn 

hơn nhiều so với σ, tức là cho x’ cố định là một 
vùng xung quanh x’ với các giá trị kernel cao. 

Như một ví dụ minh họa, các kết quả 
trên một mẫu lớn hơn nhiều các tập dữ liệu 
hai chiều xác định vị trí cắt-nối được hiển 
thị trong bảng 1. Việc sử dụng của một 
kernel phi tuyến, hoặc Gaussian hoặc đa 
thức, dẫn đến một cải tiến nhỏ trong việc 
thực hiện phân lớp kernel tuyến tính. Đối với 
đa thức bậc cao và Gaussian kernel nhỏ, độ 
chính xác thu được giảm. 

3.4. Bộ công cụ phân lớp LibSVM trên 
nền Matlab  

L ibSV M  là một trong số nhiều thư viện 
hỗ trợ cho SVM (Chih-C hung C hang &  cs, 
2011). LibSVM được viết bằng C++ và Java, 
và có thể chạy được trên nhiều hệ điều hành 
khác nhau như: Windows, Unix… 

Bảng 1.  SV M  t ín h  ch ín h  xác v ào  các 
nhiệm vụ xác nhận vị trí cắt -nối sử 

dụng đa thức và Gaussian kernel  với d 
và độ rộng σ k h ác n h au  

Kernel auROC 

Linear 88,2% 

Polynomial d = 3 91,4% 

Polynomial d = 7 90,4% 

Gausian s = 100 87,9% 

Gausian s = 1 88,6% 

Gausian s = 0,1 77,3% 
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L ibSV M  là một thư viện đơn giản dễ sử 
dụng, và hiệu quả cho SVM để phân lớp (C -
SV C , nu-SVC), hồi quy (epsilon-SV R , nu-
SVR), ước lượng phân phối (one-class SV M ) 
và hỗ trợ phân lớp đa lớp (mult i-class 
classification). Với mục đích là cho phép 
người sử dụng có thể dễ dàng sử dụng SVM 
vào các ứng dụng cụ thể của họ.  

Có thể kể đến những nghiên cứu thành 
công trong một số lĩnh vực đã sử dụng 
LibSVM như: 

- Thị giác máy tính 
- Xử lý ngôn ngữ tự nhiên 
- Tin sinh học 
Các tính năng chính của LibSVM bao 

gồm: 
- Cho phép người dùng lựa chọn các 

công thức SVM khác nhau 
- Thực hiện phân lớp đa lớp hiệu quả 
- X ác nhận chéo để lựa chọn mô hình  
- Ước lượng xác suất 
- Lựa chọn các hàm nhân khác nhau: 

tuyến tính, đa thức … 
- SVM trọng số cho dữ liệu không cân 

bằng 
- Lựa chọn mô hình tự động 
Quá trình sử dụng LibSVM: 
Để sử dụng LibSVM, cần chuẩn bị dữ 

liệu cho quá trình huấn luyện và thử 
nghiệm. Dữ liệu dùng để huấn luyện và thử 
nghiệm được lưu trong các tập tin sao cho 
mỗi hàng trong tập tin là một mẫu với các 
thông tin được trình bày theo dạng: 
<label> <index1>:<valu e1> <index2> : 
<value2> ... 

Trong đó: 
<label> là một giá trị xác định nhãn của 

lớp, với bài toán phân lớp nó là một số nguyên, 
đối với hồi quy nó là một số thực bất kỳ. 

Mỗi cặp <index1>:<value1> tương ứng 
một đặc trưng, giá trị <index> là một số 
nguyên bắt đầu từ 1 và <value> là một số 
thực. 

LibSVM có một số lệnh cho phép đọc dữ 
liệu từ tập tin và chuẩn hóa dữ liệu vào như: 
libsvmread, svm_scale …  

Sau khi chuẩn bị dữ liệu, quá trình sử 
dụng LibSVM bao gồm 2 bước: 

Bước 1: Huấn luyện (training):  
Sử dụng một tập hợp dữ liệu để huấn 

luyện: 
svm-t rain  [opt ions] t rain ing_file 

[model_file] 
Trong đó: 
Option: tham số này cho phép người 

dùng lựa chọn các công thức SVM khác 
nhau, các lớp hàm nhân khác nhau cùng với 
các thuộc tính cho hàm nhân. 

training_file: tập tin chứa dữ liệu dùng 
để huấn luyện 

model_file: tập tin chứa mô hình huấn 
luyện. Mô hình huấn luyện là một cấu trúc 
có thể bao gồm các tham số: 

-  Số lượng các lớp 

- Tổng số véctơ hỗ trợ (support vector) 

-  Các tham số w, -b trong phương trình 
wx-b 

-  Nhãn cho mỗi lớp 

-  Số lượng véctơ cho mỗi lớp … 

Bước 2: Thử nghiệm mô hình (test ing):  

Sử dụng mô hình (ở bước 1) để dự đoán 
thông tin của một tập dữ liệu.  

svm-predict  [opt ions] test_file 
model_file ou tpu t_file 

Trong đó: 

opt ions: -b 0 hoặc -b 1 để dự đoán ước 
lượng xác suất 
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test_file: tập tin chứa dữ liệu thử 
nghiệm 

model_file: mô hình được tạo ra bởi svm-
t rain  

ou tpu t_file: tập tin chứa kết quả của 
quá trình thực nghiệm bao gồm:  

-  Độ chính xác; độ chính xác vector 
(phân lớp), hệ số tương quan bình phương 
(hồi quy). 

-  M a trận chứa các giá trị quyết định 
hoặc xác suất ước tính. 

-  Nhãn dự đoán cho mỗi đặc trưng 

4. SỬ D ỤN G  SV M  T R O N G  MỘT  SỐ 
B À I  T O Á N  PH Â N  L ỚP 

4.1 Bài toán phát hiện vị trí cắt -nối  
Như đã biết, các vị trí cắt-nối t rên  D N A  

là ranh giới của exon (mã cho những phần 
protein ) và in t ron  (không mang thông t in  mã 
hóa). Xác định chính xác vị trí cắt-nối giúp 
dễ dàng xác định chính xác vị trí gen trên 
DNA. Từ khi phần lớn DNA được phân tích 
gen, vấn đề xác định chính xác vị trí cắt-nối 
lại càng quan trọng hơn. SVMs là thuật toán 
xuất sắc để giải quyết vấn đề phân lớp. SVM 
đã được áp dụng thành công trong nhiều lĩnh 
vực trong đó có vấn đề tin sinh học (Jaakkola 
và Haussler, 1999). SVM đơn giản nhất sử 
dụng cho phân lớp nhị phân: phân biệt các vị 
trí cho (vị trí ranh giới exon-intron) và vị trí 
nhận (vị trí ranh giới intron-exon) từ các vị 
trí nghi vấn.  

Thực hiện huấn luyện và đánh giá SVM 
trên các tập dữ liệu mới được tạo ra đã cải 
tiến hiệu suất trong việc dự đoán các vị trí 
cắt-nối trong tập dữ liệu so với các nghiên 
cứu trước đó. Đã có nhiều nhóm nghiên cứu 
sử dụng SVM và có kết quả rất tốt.  

Nhóm tác giả Sören Sonnenburg ( 2007) 
đã dự đoán chính xác vị trí cắt-nối sử dụng 
SVM kết hợp với kernel trọng số để xác định 
vị trí vị trí cắt-nối trong gene của 
C aenorhabdit is elegans, ruồi giấm 
D rosophila melanogaster , A rabidopsis 
thaliana, D an io rer io, và H omo sapiens. 
Nhóm nghiên cứu chỉ ra các vị trí cắt-nối rất 
chính xác trong các bộ gen và phương pháp 
này tốt hơn rất nhiều phương pháp khác 
như: chuỗi Markov, GeneSplicer và 
SpliceMachine. Nhóm không những xác định 
các vị trí cắt-nối trong gene mà còn cung cấp 
công cụ dự báo độc lập sử dụng kết hợp với 
bộ tìm gen. 

Nhóm nghiên cứu Gunnar Ratsch và 
Soren Sonnenburg đã có nghiên cứu về “dự 
đoán chính xác các vị cắt-nối của 
aenorhabditis elegans sử dụng SVM”. Nhóm 
đã thiết kế và thử nghiệm hệ thống tìm vị trí 
cắt-nối trong đó kết hợp dự đoán SVM với 
thông tin thống kê bổ sung về vị trí cắt-nối. 
Sử dụng hệ thống này có thể để dự đoán 
chính xác cấu trúc exon-intron của một gen. 
Hệ thống này đã được thử nghiệm thành 
công trên tập gen mới được tạo r a và so sánh  
với GenScan. Hệ thống dự báo vị trí cắt-nối 
mà nhóm sử dụng chính xác hơn 92%, trong 
khi GenScan chỉ đạt được độ chính xác 
77,5%. 

4.2 Bài toán phân lớp biểu hiện gene  
Sự ra đời của công nghệ vi mảng DNA 

đã mang lại cho các nhà phân tích một khối 
lượng lớn dữ liệu về sự biểu hiện gen. Một số 
bộ dữ liệu được công khai trên Internet và đã 
có rất nhiều nhóm các nhà nghiên cứu đã 
thực hiện các nghiên cứu khác nhau trên bộ 
dữ liệu này. Một trong số đó có thể kể đến 
nhóm I sabelle G uyon (2000). Nhóm đã 
nghiên cứu và chứng minh rằng bằng cách 
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áp dụng SVMs có thể lựa chọn được một tập 
con các gen từ vi mảng DNA để xây dựng bộ 
phân loại với độ tin cậy cao. 

Kết quả nghiên cứu của nhóm được thử 
nghiệm trên hai bộ dữ liệu gen lấy ra từ vi 
mảng DNA của một số bênh  nhân .  

Trên bộ dữ liệu thứ nhất thu được từ 
những bệnh nhân ung thư với hai biến thể 
khác nhau của bệnh bạch cầu (A L L  và 
A M L ). Dữ liệu được chia thành hai tập con: 
Một tập huấn luyện, được sử dụng để lựa 
chọn gen và điều chỉnh trọng số của phân 
loại, và một tập khác được sử dụng để ước 
lượng hiệu suất của hệ thống thu được. Tập 
huấn luyện bao gồm 38 mẫu (27 ALL và 11 
AML) lấy từ các mẫu tủy xương, tập thử 
nghiệm có 34 mẫu (20 ALL và 14 AML) bao 
gồm 24 mẫu lấy từ tủy xương và 10 mẫu xét 
nghiệm mẫu máu. Mỗi mẫu có 7129 đặc 
trưng. 

Thực hiện so sánh SVMs và phương 
pháp cơ bản trong các trường hợp bộ phân 
loại được huấn luyện trên tập con các gen 
được lựa chọn theo phương pháp SVM RFE 
và phương pháp cơ bản kết quả cho thấy với 
cả hai phương pháp phân loại, lựa chọn gen 
với SVM RFE luôn cho hiệu suất tốt hơn 
phương pháp cơ bản. 

Trên bộ dữ liệu thứ hai thu được từ 
những mô đại tràng ung thư hoặc bình 
thường. Thực hiện so sánh các kỹ thuật lựa 
chọn gen khác nhau với cùng một bộ phân 
loại (SVM tuyến tính). Bộ dữ liệu sử dụng 
được lấy từ DNA micro-array, sau khi tiền 
xử lý cho ra một bảng của 62 mẫu x 2000 giá 
trị biểu hiện gen. 62 mẫu bao gồm 22 mẫu 
bình thường và 40 mẫu ung thư. Thực hiện 
phân chia ngẫu nhiên 62 mẫu thành 2 tập: 
31 mẫu dùng để huấn luyện và 31 mẫu dùng 
để thử nghiệm. Kết quả thử nghiệm cho thấy 
phương pháp SVM (bộ phân loại SVM được 

huấn luyện trên tập gen được lựa chọn theo 
phương pháp SVM RFE) là tốt hơn đáng kể 
so với phương pháp cơ bản. 

Như vậy, nhóm đã chứng minh bằng 
thực nghiệm rằng các gen  được lựa chọn 
bằng các kỹ thuật SVM thực hiện phân loại 
tốt hơn trong việc phân loại ung thư. Phương 
pháp của nhóm nghiên cứu này đạt độ ch ính 
xác là 98%, t rong kh i phương pháp cơ bản độ 
ch ính  xác là chỉ có 86%. Ngoài ra, SVM thực 
hiện tốt hơn với số lượng gene ít hơn. 

5. K ẾT  L U ẬN  

Với khả năng vượt trội của SVM về tính 
hiệu quả, độ chính xác, khả năng xử lý các 
bộ dữ liệu một cách linh hoạt, việc sử dụng 
máy vec-tơ hỗ trợ SVM đã và đang là sự lựa 
chọn tối ưu nhất trong việc giải quyết các bài 
toán  phân  loại/dự báo trong một số các các 
ngành khoa học. Trong bài viết này, chúng 
tôi đã giới thiệu phương pháp phân lớp sử 
dụng máy vec-tơ hỗ trợ SVM cho bài toán 
phân loại nói chung và một số bài toán trong 
Tin sinh học, cụ thể là bài toán phát hiện vị 
trí cắt-nối (splice site detect ion) và bài toán  
phân loại biểu hiện gene (gene expression 
classification). Ngoài ra, đã giới thiệu bộ 
công cụ phân loại LibSVM trên nền Matlab 
với mục đích là cho phép người sử dụng dễ 
dàng sử dụng SV M  vào các ứng dụng cụ thể. 
Với những lợi thế sẵn có của SVM, việc ứng 
dụng và cái tiến thuật toán phân loại sử 
dụng máy vec-tơ hỗ trợ SVM vào bài toán 
phân lớp trong Tin sinh học (điển hình là các 
bài toán liên quan đến gene và di truyền) là 
một lĩnh vực mà nhóm chúng tôi quan tâm 
và tập trung nghiên cứu trong thời gian tới 
vì những ứng dụng thiết thực của nó trong 
thực tiễn. 
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